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Une fonctionnalité fondamentale des agents conversationnels est de pouvoir répondre aux ques-
tions fréquentes des utilisateurs formulées en langue naturelle. En effet, un système de questions-
réponses performant permet d’améliorer l’expérience utilisateur et de diminuer le nombre d’appels
faits au centre de contacts.

Dans un article de blog précédent, nous avions décrit les expériences réalisées pour implémenter
un tel système avec Dialogflow ES [1]. Depuis, Nu Echo a exploré de nouvelles approches pour
implémenter un système de questions-réponses qui pourrait éventuellement être intégré à un agent
conversationnel en production. Le présent article vise à présenter de façon sommaire les étapes ayant
mené au choix de la solution finale, soit un système utilisant le modèle Universal Sentence Encoder
(USE) de Google combiné à un réseau de neurones.

1 Définition du problème
Il existe une multitude de façons d’aborder le problème de développement d’un système de

questions-réponses basé sur l’apprentissage automatique. L’une d’entre elles est la tâche de sélection
de réponse. Elle consiste, pour une question donnée, à retourner la meilleure réponse parmi un
ensemble de réponses candidates qui comprend une ou plusieurs réponses correctes [2]. Si la réponse
retournée fait partie des réponses correctes à la question, alors la prédiction est correcte, sinon elle
est incorrecte [2].

Sachant qu’une réponse est associée à une paire question-réponse, il semble raisonnable d’étendre
cette définition de tâche et considérer qu’un candidat peut être une paire question-réponse, sa ques-
tion ou sa réponse. Lorsqu’un candidat sous l’une de ces formes est sélectionné, il est trivial de
retourner la réponse correspondante.

La tâche de sélection de réponse est basée sur l’hypothèse qu’il existe toujours une réponse
correcte pour chaque question. Cependant, ce n’est pas toujours le cas dans un système réel de
questions-réponses [3]. En effet, on souhaite que le système ne fournisse pas de réponse si un utili-
sateur :

• pose une question qui appartient au domaine, mais qui n’est pas supportée par le système de
questions-réponses ;

• pose une question hors domaine ;
• entre du texte qui n’est pas une question.

La tâche de sélection optionnelle de réponse (answer triggering) offre cette possibilité. Les
différentes approches pour la réaliser ont donc été explorées.
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2 Solutions potentielles
Pour compléter la tâche de sélection optionnelle de réponse, les approches décrites dans le

tableau 1 sont possibles [4]. Ces approches visent à réaliser deux sous-tâches : déterminer s’il existe
une réponse correcte et sélectionner une réponse [4].

Approche Description
Conjointe Un modèle optimise conjointement les sous-tâches de détection de l’existence d’une ré-

ponse correcte et de sélection de réponse.
Séquentielle
avec rejet en
amont

Un premier modèle détermine s’il existe une réponse correcte parmi les réponses candi-
dates. Si c’est le cas, un deuxième modèle détermine la meilleure réponse et la retourne.

Séquentielle
avec rejet en
aval

Pour une question donnée, un modèle donne un score à chaque réponse candidate. Si
le plus haut score est supérieur ou égal à un seuil prédéterminé, la réponse candidate
associée est retournée.

Tableau 1 – Approches de sélection optionnelle de réponse.

L’approche séquentielle avec rejet en aval a été jugée préférable, notamment parce que le seuil
peut être modifié facilement sans réentraîner le modèle.

Pour accomplir la sous-tâche de sélection de réponse, les approches listées dans le tableau 2 ont
été considérées.

Approche Description
Apprentissage
de classement

Un modèle apprend à classer les réponses candidates à une question pour que les
meilleures réponses soient en haut du classement [5].

Recherche
d’information
par similarité
sémantique

Un modèle neuronal encode dans des documents la représentation sémantique vectorielle
de questions fréquemment posées [6]. Ces documents sont ensuite stockés dans une base
de données optimisée pour la recherche des plus proches voisins [6].

Lorsqu’un utilisateur pose une question, celle-ci est encodée avec le modèle neuronal et
une recherche des plus proches voisins est effectuée pour trouver la question fréquemment
posée qui présente le plus de similarités sémantiques [6]. La réponse associée peut ensuite
être retournée par le système.

Classification
d’intentions
ou de texte

La classification d’intentions est un problème de classification de texte où les classes
correspondent aux différentes intentions. Dans le contexte d’un système de questions-
réponses, les intentions correspondent aux questions fréquemment posées.

Lorsqu’un utilisateur pose une question, celle-ci est vectorisée à l’aide d’un modèle de
vectorisation, puis le classifieur prédit une intention. La réponse associée est retournée
à l’aide d’une table de correspondance entre intentions et réponses.

Tableau 2 – Approches de sélection de réponse.

Parmi ces approches, seules les deux dernières ont été retenues. L’apprentissage de classement
a été considéré comme moins intéressant. En effet, pour entraîner un modèle d’apprentissage de
classement, il faut posséder un ensemble de données dans lequel chaque exemple est associé à un
score/degré de pertinence [7], ce qui n’est pas simple à produire. Par ailleurs, comme nos agents
conversationnels affichent seulement la meilleure réponse, il n’est pas vraiment nécessaire d’optimiser
l’ordre des autres réponses candidates.

3 Définition du système
Pour accomplir la tâche de sélection optionnelle de réponse en utilisant la classification d’inten-

tions ou de texte, le système représenté dans la figure 1 peut être utilisé.
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Figure 1 – Pipeline du système de questions-réponses.

Dans ce système, le texte de la question d’un utilisateur est d’abord vectorisé par un modèle
de vectorisation. Puis, ce vecteur est fourni en entrée à un classifieur dont les classes correspondent
aux questions fréquemment posées. Ce classifieur émet ensuite une probabilité pour chaque classe,
et la probabilité la plus élevée est ensuite comparée à un seuil. Si cette probabilité est supérieure ou
égale au seuil, le système retourne la réponse de la classe correspondant à cette probabilité. Sinon,
il ne fournit pas de réponse.

Ce système peut également être utilisé pour l’approche de sélection de réponse par similarité
sémantique. Plutôt que d’utiliser une base de données optimisée pour la recherche des plus proches
voisins, on peut utiliser un classifieur des k plus proches voisins.

4 Ensemble de données
Un ensemble de données adéquat pour le développement de ce système de questions-réponses

a ensuite été sélectionné. L’ensemble de données bancaires banking77 [8], créé par l’entreprise de
solutions conversationnelles PolyAI, a été choisi. Bien qu’il soit prévu pour la tâche de classification
d’intentions et non de sélection de réponse, il contient assez d’exemples formulés sous forme de
question et suffisamment d’intentions (77) pour être représentatif de la taille d’une FAQ.

Une particularité intéressante de cet ensemble de données est qu’il possède trois variantes : 10,
30 et full. Les variantes 10 et 30 ont un ensemble d’entraînement qui contient seulement 10 et 30
exemples par intention, soit un sous-ensemble des exemples de la variante full. Toutes les variantes
ont le même ensemble de test, qui contient 40 exemples par intention.

5 Méthodologie
Le système de questions-réponses présenté précédemment contenait deux modèles : un de vec-

torisation et un de classification. Des expériences ont donc été réalisées dans le but de déterminer la
meilleure combinaison de modèles.

Pour chaque variante de l’ensemble de données et chaque combinaison de modèle de vectorisation
et de classifieur, la procédure suivante a été effectuée :

• Les données d’entraînement ont d’abord été vectorisées avec un modèle de vectorisation.
• Un classifieur a été entraîné avec une procédure de recherche d’hyperparamètres par validation

croisée.
• Les données de test vectorisées ont été fournies au classifieur pour qu’il puisse générer des

prédictions à partir de celles-ci.
• Enfin, ces prédictions ont été évaluées avec la métrique d’exactitude (accuracy), qui calcule le

pourcentage de prédictions correctes.
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6 Modèles de vectorisation
Les modèles de vectorisation traditionnels et neuronaux contenus dans le tableau 3 ont été

évalués.

Modèle Description
bag-of-words Représente un texte par le nombre d’occurrences des mots contenus dans celui-ci sans

tenir compte de leur position [9].
TF-IDF Comme bag-of-words, mais considère également le nombre d’occurrences des mots

dans l’ensemble des textes pour accorder moins de poids aux mots se retrouvant dans
beaucoup de textes (ex : déterminants) [9].

BERT (average
embeddings)

Un modèle de langue BERT préentraîné qui accepte en entrée un texte et produit en
sortie une représentation vectorielle dont on fait la moyenne pour obtenir un plonge-
ment de phrase (sentence embedding) [10].

Sentence-BERT Un modèle BERT préentraîné et optimisé sur plusieurs tâches de nature sémantique
qui accepte en entrée un texte et produit en sortie un plongement de phrase [10].

Universal
Sentence
Encoder (USE)

Un réseau de neurones préentraîné simultanément sur plusieurs tâches de nature sé-
mantique qui accepte en entrée un texte et produit en sortie un plongement de phrase
[11].

Dans la variante de base, le réseau de neurones est un Deep Averaging Network [12].
Dans la variante large, c’est l’encodeur d’un Transformer [13].

Tableau 3 – Modèles de vectorisation.

Les modèles traditionnels bag-of-words et TF-IDF ont été utilisés pour fins de référence (ba-
selines) pour les expériences. Ils sont basés uniquement sur l’ensemble d’entraînement du jeu de
données utilisé pour une expérience donnée. Les modèles neuronaux sont quant à eux préentraînés
sur des ensembles de données externes.

Pour chacun de ces modèles de vectorisation, des expériences de sélection de réponse ont été
réalisées avec différents classifieurs.

7 Expériences avec classifieur KNN
L’approche de recherche d’information par similarité sémantique décrite plus tôt encode une

représentation vectorielle des questions fréquentes dans une base de données optimisée pour la re-
cherche des plus proches voisins. Pour évaluer le potentiel de cette approche, des expériences ont été
réalisées avec un classifieur des k plus proches voisins, aussi appelé KNN (KNeighborsClassifier [9]).

7.1 Distance cosinus
Dans un premier temps, des expériences ont été réalisées avec un KNN avec distance cosinus.

Pour chacune des variantes de l’ensemble de données, le modèle de vectorisation USE large est celui
qui a le mieux performé. Il a aussi été observé que le choix du modèle de vectorisation avait un
impact considérable sur la performance. Cependant, même pour le meilleur modèle de vectorisation,
l’exactitude laissait encore place à l’amélioration. En effet, pour la variante 10 de l’ensemble de
données, l’exactitude était inférieure à 80% (78.44%).

7.2 Distance apprise
Dans un deuxième temps, d’autres expériences ont été réalisées avec une fonction de distance

apprise dans le but d’améliorer la performance. L’apprentissage de fonction de distance (metric
learning) a pour but d’apprendre une fonction de distance propre à une tâche spécifique et est
bénéfique lorsque combinée à un modèle des plus proches voisins.

L’algorithme d’apprentissage supervisé Local Fisher Discriminant Analysis (LFDA [14] [15]) a
été utilisé. Il vise à rapprocher les exemples d’une même classe et éloigner les exemples appartenant
à des classes différentes. Avec cette fonction de distance, c’est le modèle USE large qui a obtenu
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la meilleure performance pour les variantes 30 et full. Toutefois, cela représente une amélioration
relative très légère par rapport à la performance obtenue avec la fonction de distance cosinus.

Dans un article de blog de PolyAI paru après la réalisation des expériences décrites ici, de
meilleurs résultats ont été rapportés avec une méthode d’apprentissage de fonction de distance uti-
lisant un réseau de neurones [16]. L’avantage principal du réseau de neurones par rapport à l’algo-
rithme LFDA est qu’il peut apprendre une fonction de transformation non linéaire. Les expériences
de PolyAI sur différents ensembles de données montraient toutefois qu’un réseau de neurones perfor-
mait un peu mieux qu’un KNN avec apprentissage profond de fonction de distance [16]. Il n’est donc
pas clair que les bénéfices du KNN avec distance apprise soient suffisamment grands pour justifier
la complexité d’implémentation supplémentaire.

8 Expériences avec classifieur SVM linéaire et classifieur per-
ceptron multicouches (MLP)

Suite à la lecture d’un article ayant conclu que pour une tâche de classification de texte, le
classifieur SVM avait mieux performé qu’un KNN avec distance apprise [17], des expériences ont été
réalisées avec un SVM linéaire (LinearSVC [9]). Pour toutes les variantes de l’ensemble de données
et tous les modèles de vectorisation, le SVM linéaire a effectivement mieux performé que le KNN
(avec distance cosinus et distance apprise). Quant aux modèles de vectorisation, c’est encore une
fois USE large qui a le mieux performé.

Malgré la très bonne performance du modèle SVM sur la tâche de sélection de réponse, ce
n’est pas le modèle le plus approprié pour la tâche de sélection optionnelle de réponse. Comme
le SVM ne retourne pas directement des probabilités, un module de calibration doit être utilisé.
Cependant, celles-ci ne sont pas très bien calibrées [9]. Pour que le système de questions-réponses
soit en mesure de bien rejeter les questions hors domaine, il était donc préférable d’utiliser un modèle
d’apprentissage automatique retournant directement des probabilités, comme un réseau de neurones.

D’autres expériences ont ainsi été réalisées avec un perceptron multicouches (MLPClassifier [9]).
Cela a permis d’obtenir un modèle avec une performance légèrement supérieure à celle du SVM, mais
qui est mieux adapté à la tâche de sélection optionnelle de réponse, car il retourne des probabilités.

9 Évaluation sur la tâche de sélection de réponse
Les expériences de sélection de réponse décrites précédemment ont permis d’établir que le

meilleur modèle était celui combinant le Universal Sentence Encoder (USE) large avec un MLP. Pour
évaluer ce modèle, une comparaison a été effectuée avec les modèles de classification d’intentions des
engins NLU de Dialogflow ES et Rasa 1.10.12.

Pour Rasa, le pipeline NLU qui a été utilisé est listé ci-dessous. Il est basé sur la configuration
qui était recommandée pour l’anglais.

language: "en"
pipeline:
- name: ConveRTTokenizer
- name: ConveRTFeaturizer
- name: CountVectorsFeaturizer
- name: CountVectorsFeaturizer

analyzer: "char_wb"
min_ngram: 1
max_ngram: 4

- name: DIETClassifier
entity_recognition: False
epochs: 100
random_seed: 42
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Les ensembles d’entraînement et de test de chaque variante de l’ensemble de données banking77
ont d’abord été transformés dans le format attendu par Dialogflow et Rasa. Chaque modèle NLU a
ensuite été entraîné sur l’ensemble d’entraînement et évalué sur l’ensemble de test avec la métrique
d’exactitude. Les résultats obtenus sont listés dans le tableau 4.

Variante
Modèle 10 30 full
USE (large) + MLP 86.33 90.03 92.69
Dialogflow ES 74.77 83.86 90.26
Rasa 69.03 86.33 91.17

Tableau 4 – Résultats de l’évaluation sur l’ensemble de données banking77.

On peut observer que pour toutes les variantes de l’ensemble de données, le modèle USE com-
biné à un MLP a mieux performé que Dialogflow ES et Rasa. Il faut toutefois préciser que la
performance du modèle basé sur Rasa pourrait sûrement être améliorée en faisant une optimisation
des hyperparamètres.

10 Évaluation sur la tâche de sélection optionnelle de réponse
L’évaluation précédente de la tâche de sélection de réponse avait pour objectif de vérifier la

capacité d’un modèle à fournir la réponse correcte à une question supportée par le système. Pour la
tâche de sélection optionnelle de réponse, un objectif supplémentaire est d’évaluer la capacité d’un
modèle à rejeter une question hors domaine.

Pour ce faire, une nouvelle intention “out_of_scope” contenant 234 exemples hors domaine
a été ajoutée à l’ensemble de test des trois variantes de l’ensemble de données banking77. Plus
spécifiquement, ces exemples sont des questions en lien avec la COVID-19 tirées de cet ensemble de
données [18].

Pour comparer la performance des modèles sur l’ensemble de test, une courbe ROC (Receiver
Operating Characteristic) a été utilisée. Ce graphique d’une métrique en fonction d’une autre (ici
AC/ID en fonction de (AI+AO)/all) est généré en faisant varier un seuil. Les définitions contenues
dans le tableau 5 ont été utilisées.

Définition
AC Nombre de prédictions correctes dont le score de confiance est supérieur ou égal au seuil
AI Nombre de prédictions incorrectes dont le score de confiance est supérieur ou égal au seuil
AO Nombre de prédictions hors domaine dont le score de confiance est supérieur ou égal au seuil
ID Nombre d’exemples qui appartiennent au domaine
all Nombre d’exemples total

Tableau 5 – Définitions utilisées pour le calcul des métriques.

Les courbes ROC obtenues sont représentées dans la figure 2. Un modèle dont la courbe est
au-dessus d’une autre est meilleur. Un résultat parfait serait d’atteindre le coin gauche supérieur du
graphe, mais cela ne se produit pas en pratique.
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(a) Variante 10 (b) Variante 30

(c) Variante full

Figure 2 – Courbes ROC pour l’ensemble de données banking77 modifié avec données hors distribution.

On peut constater que, comme dans l’évaluation précédente, le modèle USE combiné à un MLP
a obtenu la meilleure performance, surtout pour la variante 10. On peut également constater que si
les modèles avaient une performance similaire sur la tâche de sélection de réponse pour la variante
full, ce n’est pas le cas pour la tâche de sélection optionnelle de réponse. Ceci démontre l’importance
de cette tâche pour comparer différents modèles.

Pour tous les modèles, la tâche de rejeter des exemples hors domaine s’est avérée difficile, et
les scores de confiance étaient parfois plus élevés qu’attendus. Par exemple, le modèle de Rasa a
retourné l’intention “age_limit” avec un score de confiance de plus de 95% pour les exemples hors
domaine suivants :

• “Will educational childcare centres provide meals and snacks ?”
• “Should an employee who is 70 years of age continue to work ?”
• “Can children accompany their parents in grocery stores, drugstores and other public spaces ?”

On peut expliquer ceci par le fait que l’intention “age_limit” était la seule à posséder des
exemples en lien avec l’âge et les enfants. Une solution potentielle à ce genre de problème serait
de rajouter des exemples similaires à une intention “out_of_scope” dans l’ensemble d’entraînement
[19].

11 Conclusion
En conclusion, ces expériences ont permis de livrer une preuve de concept d’un système de

questions-réponses performant basé sur un modèle d’apprentissage automatique. Un juste équilibre
entre la performance et l’efficacité a pu être atteint grâce à l’utilisation du modèle de vectorisation
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préentraîné USE large combiné à un MLP.
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